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ABSTRACT

Most classification tools assume that data distribution be balanced or with
similar costs, when not properly classified. Nevertheless, in practical terms, the
existence of database where unbalanced classes occur is commonplace, such as
in the diagnosis of diseases, in which the confirmed cases are usually rare when
compared with a healthy population. Other examples are the detection of
fraudulent calls and the detection of system intruders. In these cases, the
improper classification of a minority class (for instance, to diagnose a person
with cancer as healthy) may result in more serious consequences that incorrectly
classify a majority class. Therefore, it is important to treat the database where
unbalanced classes occur. This paper presents the SMOTE_Easy algorithm,
which can classify data, even if there is a high level of unbalancing between
different classes. In order to prove its efficiency, a comparison with the main
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algorithms to treat classification issues was made, where unbalanced data exist.
This process was successful in nearly all tested databases

Keywords: Machine learning, Data Classification, Support-Vector Machines,
Machine Committee, Unbalanced Classes.

RESUMO

A maioria das ferramentas de classificacdo assume que a distribuicdo dos dados seja
balanceada ou com custos iguais, quando classificados incorretamente. Mas, na pratica,
é muito comum a ocorréncia de bases de dados onde existam classes deshalanceadas,
como no diagndstico de doencas, no qual os casos confirmados sdo geralmente raros
guando comparados com a populacdo sadia. Outros exemplos sdo deteccdo de chamadas
fraudulentas, deteccdo de intrusos em redes. Nestes casos, a classificagdo incorreta de
uma classe minoritaria (ex. diagnosticar uma pessoa portadora de cancer como sadia)
pode resultar em consequéncias mais graves que classificar de forma incorreta uma
classe majoritaria. Por isso, é importante o tratamento de bases de dados em que
ocorram classes desbalanceadas. Este artigo apresenta o algoritmo SMOTE_Easy, que é
capaz de efetuar a classificagdo de dados, mesmo com uma alta taxa de
desbalanceamento entre as diferentes classes. Para provar sua eficacia, foi feita uma
comparagdo com os principais algoritmos para tratar problemas de classificagdo onde
existam dados desbalanceados. Obteve-se éxito em praticamente todas as bases de
dados testadas.

Palavras-Chave: Aprendizado de Méaquina, Classificagcdo de Dados, Maquinas de
Vetores de Suporte, Comité de Maquinas, Classes Desbalanceadas.

1. INTRODUCAO

O aprendizado de maquina é o campo da Inteligéncia Artificial responsavel pelo
desenvolvimento de modelos gerados a partir de dados, e que automaticamente
aperfeicoa-se com a experiéncia. Existem diversas aplicacdes para aprendizado de
maquina, tais como processamento de linguagem natural, deteccdo de fraudes, analise
de imagens ou reconhecimento de padrées (Mitchell, 1997).

Por volta da metade da década de 1990, uma técnica de aprendizado de méquina
que ganhou destaque foram as “Méquinas de Vetores de Suporte”, por seu alto
desempenho de classificacdo em varios dominios, incluindo reconhecimento de padrdes,
mineragdo de dados e bioinforméatica. As Maquinas de Vetores de Suporte possuem um
forte embasamento tedrico e uma 6tima capacidade de generalizagdo (Vapnik, 1998).
Ainda na década de 1990, comités de maquinas foram criados e popularizados através
de bagging e boosting. O sucesso dos comités de maquinas se deve ao fato de serem
mais precisos que qualquer um dos classificadores que o compdem (Breiman, 1996),
(Freund e Schapire, 1996), (Schapire, 1990). Bagging e boosting foram criados para
trabalhar com classificadores fracos (classificador que classifica dados com uma
precisdo de, no minimo 50% (Hulley e Marwala, 2007). Mas, logo, pesquisadores
perceberam que também é possivel construir comités de maquinas utilizando um
classificador forte (Kim, Pang, Je, Kim e Bang, 2003), (Lima, Neto e Melo, 2009).

Com isso, passaram a incluir nos experimentos as Maquinas de Vetores de
Suporte, onde obtiveram sucesso em suas aplicacfes. Desde entdo, tém surgido novas
metodologias para o0 aprimoramento das técnicas de classificacdo. Um classificador que
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vem se destacando desde a sua criacdo é o AdaBoost (detalhes em (Freund e Schapire,
1997)). Continua destacando porque outras estratégias de aprimoramento do processo
de classificacdo tais como algoritmos para lidar com bases de dados que possuem
classes desbalanceadas ou algoritmos que conseguem lidar com treinamento de dados
que s&o inseridos em lotes (algoritmos de aprendizado incremental) tém como base este
classificador. Este artigo dara énfase a primeira estratégia de aprimoramento. Foi criado
um algoritmo que tem como base outros dois ja conhecidos, que sdo os algoritmos
SMOTE e EasyEnsemble. Os detalhes de cada um deles serdo apresentados nas
proximas secoes.

2. OBJETIVOS

O destaque que as Maquinas de Vetores de Suporte e as técnicas utilizadas para
classificar bases de dados desbalanceadas vém recebendo na comunidade cientifica,
motivaram o estudo das Maquinas de Vetores de Suporte e dos algoritmos que lidam
com classes desbalanceadas. O objetivo deste trabalho é a criacdo de um novo algoritmo
que tem como base outros dois ja conhecidos, que sdo os algoritmos SMOTE e
EasyEnsemble. Este novo algoritmo, que serd chamado de SMOTE_Easy possui um
desempenho melhor que os dois nos quais ele é baseado, conforme pode ser visto nos
resultados que serdo mostrados adiante.

3. O PROBLEMA DE BASES DE DADOS DESBALANCEADAS

A maioria dos algoritmos de classificacdo assume que a distribuicdo dos dados
seja balanceada ou com custos iguais quando classificados incorretamente. Entretanto,
quando apresentados a conjuntos de dados desbalanceados, estes algoritmos falham e
favorecem apenas a classe dominante (também chamada de classe majoritaria ou classe
negativa. A classe dominada também pode ser identificada como minoritaria ou
positiva. No restante deste trabalho sera utilizada a denominag&o negativa e positiva).

As dificuldades em se trabalhar com problemas de classificacdo na qual existem
classes desbalanceadas e sua ocorréncia em aplicacBes praticas de aprendizado de
maquina tém atraido consideraveis interesses na area cientifica (Chawla, Japkowicz, e
Kotcz, 2004) (Japkowicz, 2000) (F. Provost, 2000).

Outra consideravel demonstracdo de interesse na area de classificacdo de dados
com classes desbalanceadas pode ser vista na Figura 1 (He e Garcia, 2009), onde é
mostrado uma estimativa do numero de publicagdes em problemas de aprendizado de
dados desbalanceados no periodo de 1997 a 2007, baseado no Institute of Electrical and
Electronics Engineers (IEEE) e Association for Computing Machinery (ACM).
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Figura 1 - Numero de publicaces relacionadas a dados desbalanceados.
Fonte: (He e Garcia, 2009).

O problema que envolve classes desbalanceadas é caracterizado quando existem
mais instancias de uma classe que em outras (pode ser na ordem de 1:10, 1:100 ou mais)
(Chawla et al., 2004). Na maioria das aplicacdes, a classificacdo correta de um dado
pertencente a classe positiva, frequentemente, tem mais valor que no caso contrario. Por
exemplo, em problemas de diagndstico de doencas, onde a quantidade de casos de
doencas € bem menor quando comparada com a populacdo total, o objetivo do
reconhecimento é detectar pessoas doentes. Entdo, um bom modelo de classificacdo é
aquele que fornece uma alta taxa de identificacdo para instancias que pertencem a esta
categoria. Para ilustrar melhor esta situacdo, considere um conjunto de dados de
imagens de mamografias. Analisando as imagens, podem-se obter classes “positivas” e
“negativas”, onde representam pacientes com cancer e saudaveis, respectivamente.
Existem 11.183 imagens, das quais 10.923 pertencem a classe negativa e 260 a classe
positiva. Um classificador ideal seria aquele que alcancasse uma taxa de acerto de 100%
para ambas as classes. Mas, na pratica, existem classificadores que podem gerar uma
taxa de acerto proxima de 100% para a classe negativa e de 0 a 10% para a classe
positiva (He e Garcia, 2009). Desta taxa de acerto, pode-se concluir que 234 imagens
sdo incorretamente classificadas como pessoas saudaveis (pertencentes a classe
negativa). Na area médica, isto gera consequéncias mais sérias que classificar um
paciente saudavel como portador de cancer. Outras areas onde sao utilizadas classes
desbalanceadas s&o em deteccdo de fraude, deteccdo de intrusos em redes e
derramamento de 6leo, que podem ser encontrados em (Kubat, Holte, e Matwin, 1998),
(Rao, Krishnan, e Niculescu, 2006), (Chan, Fan, Prodromidis, e Stolfo, 1999).

Logo, é importante diferenciar os dois tipos de erros que podem aparecer: um
alarme falso (classificar uma classe negativa como positiva) ndo é tdo grave quanto a
auséncia de um alarme correto (classificar uma classe positiva como negativa). Por
exemplo, em condic¢Bes de monitoramento de maquinas, falsos alarmes ocasionais séo
menos catastroficos que deixar de emitir um alarme correto de uma falha em uma
maquina (Veropoulos, Campbell, e Cristianini, 1999).

Geralmente, o desempenho dos classificadores em bases de dados
desbalanceadas é fraco, pois eles sdo projetados para generalizar a partir dos dados de
treinamento e geram o classificador que melhor classifica estes dados, baseados no

JISTEM, Brazil Vol. 13, No. 1, Jan/Abr., 2016 pp. 61-80 www.jistem.fea.usp.br



Smote_easy: um algoritmo para tratar o problema de classificacdo em bases de dados reais 65

principio da Navalha de Occam. Em dados desbalanceados, a hipdtese mais simples,
muitas vezes é aquela que classifica todas as instancias como negativas (Akbani, Kwek,
e Japkowicz, 2004).

4. REVISAO TEORICA

Na tarefa de classificacdo de dados, os comités de maquinas foram muito
importantes, pois aumentaram a precisdo da classificacdo. Neste trabalho, o
classificador utilizado para trabalhar nos comités foram as Maquinas de Vetores de
Suporte. Nesta secdo serdo apresentados estes conceitos principais (Maquinas de
Vetores de Suporte e Comités de Maquinas) para que, logo em seguida, sejam
introduzidos os algoritmos-base de SMOTE_Easy.

4.1. Maquinas de Vetores de Suporte

Nos Ultimos anos, o uso de Maquinas de Vetores de Suporte se tornou bastante
popular (Wang, 2008). Isto pode ser justificado pela mudanca do critério de otimizacéo.
Geralmente, algoritmos de classificacdo procuram definir uma superficie de decisdo que
minimize o erro de classificacdo. Nas Maquinas de Vetores de Suporte procura-se
definir uma superficie de decisdo que maximize a margem, definida como a distancia
entre a superficie de decisdo e os vetores de suporte (instancias de determinada classe
que definem sua linha de fronteira).

A formulacdo mais simples das Maquinas de Vetores de Suporte é agquela que
lida com problemas linearmente separaveis (Boser, Guyon, e Vapnik, 1992). Em
problemas ndo lineares, € feito um mapeando do conjunto de treinamento de seu espaco
original para um novo espaco de maior dimensdo, chamado de espago de caracteristicas
(Hearst, 1998).

A tarefa de classificacdo, usualmente envolve dados de treinamento e teste que
consiste de algumas instancias de dados. Cada instancia no conjunto de treinamento
contém um valor objetivo (rétulo da classe) e vérios atributos (caracteristicas). O
objetivo das Maguinas de Vetores de Suporte é produzir um modelo que prediz o valor
objetivo das instancias no conjunto de teste, que possuem somente 0s atributos.

Algumas caracteristicas que motivam o uso das Maquinas de Vetores de Suporte

Sao:

o Possui uma boa capacidade de generalizagdo, ou seja, uma vez que Sdo
apresentadas ao conjunto de treinamento, sdo capazes de aprender a regra
que pode classificar corretamente outro conjunto de objetos (Smola et al.,
2000);

o O uso das chamadas fungdes kernel torna possivel a construgdo de um
hiperplano de separacdo Otimo no espaco de caracteristicas (também
chamado de espaco de alta dimensdo), sem ter que considerar o proprio
espaco de caracteristicas de forma explicita (Haykin, 1999). Isto torna o
algoritmo eficiente do ponto de vista computacional (Burges, 1998);

o E eficiente em termos de velocidade e complexidade. E equivalente a
procurar por um minimo de uma fungdo convexa, isto &, sem minimos locais.
Isto elimina muitos dos problemas que ocorrem quando sdo utilizadas outras
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metodologias como redes neurais e arvores de decisdo (Bennett e Campbell,
2000);

o Possui uma base tedrica bem estabelecida na matematica e estatistica. 1sso
faz com que sejam sdo robustas quando lidam com objetos de grandes
dimensGes, como imagens (Smola et al., 2000);

o As MVS foram aplicadas com sucesso em varias areas (Fan, Zhang, e Xia,
2008), (Li, Fu, e Yang, 2008), (Osuna, Freund, e Girosi, 1997), (Tao, Tang,
e Li, 2008) e (Zien et al., 2000). Isto prova que sdo robustas a ruidos e tém
um bom desempenho em vérias tarefas.

Hiperplano de Separagéo para Classes Linearmente Separaveis

O objetivo das Maquinas de Vetores de Suporte é estimar uma funcdo
f :RY >{£1} utilizando os dados de treinamento compostos de n exemplos de
dimensdo d, e o rétulo da classe (y) que cada um pertence,

(X0 ¥1)veeer (X0, ¥n )y X€RY, y e{+1,-1}

de tal forma que f classifique corretamente as novas instancias (x, y), que sdo

geradas pela mesma distribuicdo de probabilidade P(x,y) dos dados utilizados no
treinamento.

As Maquinas de Vetores de Suporte sdo baseadas nos hiperplanos
(w-X)+b=0comweR?, beR
que correspondem a funcéo de deciséo
f (X) =sign((w-x)+b)

O hiperplano de separacdo 6timo é aquele que maximiza a margem (distancia
entre o hiperplano e o ponto mais préximo de cada classe — Figura 2).

Margeni—, . ’\‘
J

Figura 2 - Hiperplano de Separacdo Otimo.
Fonte: Adaptado de (Gunn, 1998).
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Este hiperplano pode ser construido através da solucdo do seguinte problema de
otimizagdo quadratica: encontre we b de forma que maximize a margem e assegure
que todas as instancias de treinamento sao corretamente classificadas,

.. 1 2
minimizar = |w|
w,b 2
sujeitoa  y,[(w-x)+b]>1 i=L...,n

o fator % no problema (4) € incluido por conveniéncia (Bishop, 2006). A

restricdo é para assegurar que nao haja dados de treinamento entre a margem de
separacdo das classes. Utilizando os multiplicadores de Lagrange pode-se encontrar o
valor de

W=Y AyX, 420, i=1..,n
i=1

Veja na equacéo (5) que A4 >0. Todos os valores de X; para os quais A >0, sdo

chamados de vetores de suporte (Scholkopf, 1997). Eles carregam toda informacéo
relevante sobre o problema de classificagéo.

Substituindo a equacao (5) na equacao (3), obtém-se

F(9 = sign(iz.yi (x ~x)+bj

i=1
Para calcular o parametro b, usa-se a condicéo para um padréo de entrada ser um
vetor de suporte. Dado qualquer vetor de suporte (X, Y,), este satisfaz a equacéo
(Chekassky e Mulier, 2007)

Y[ (w-x,)+b]=1
Hiperplano de Separacédo para Classes Nao Linearmente Separaveis

Para tratar estes dados ndo separaveis linearmente, um novo conjunto de valores
escalares ndo negativos {gi}inzl é introduzido na definicdo do hiperplano de separacéo

(Cortes e Vapnik, 1995). Estes valores sdo chamados de variaveis de relaxamento e
medem o desvio de um dado da borda da margem de separacdo. Se um dado estiver
localizado na regido da margem ou no lado errado do hiperplano de separagédo, seu

correspondente &, sera maior que zero. Com estas consideragdes, o problema de
otimizacdo (4) é reformulado como (Cristianini e Shawe-Taylor, 2000).
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- 1 -
minimizar E||W||2 +CiZ:1:§i

sujeitoa Y, [(w-x)+b|>1-&, i=1..,n
e £>0, i=1..n

De acordo com a forma dual de Lagrange, o problema de minimizacdo (8) pode
ser escrito como:

n 1 n n

LO\'): Zﬂi_azzﬂiﬂjyiyjk(xi’xj)
i=1 i=1 j=1

sujeitoa 0<A4 <C, i=1..,n

e Ay, =0

i
i=1

onde k(--) é uma fungéo kernel, que mapeia de forma implicita os dados de

entrada em um espaco de caracteristicas, que possui uma dimensao maior e com isso
pode efetuar a separacao dos dados por um hiperplano.

4.2. Comités de Maquinas

Um comité de maquinas (comité de classificadores) representa a agregacdo de
mais de uma maquina de aprendizado na producdo de uma solucdo computacional para
um determinado problema (Haykin, 1999). Além de estarem motivados pela busca da
maximizacdo da capacidade de generalizacdo, os comités de maqguinas sdo motivados
por pelo menos outras duas razdes (Moraes Lima, 2004):

o Grande disponibilidade de recursos computacionais para possibilitar a
sintese de multiplas propostas de solucGes para todo ou parte do problema
sendo tratado;

o A demonstragdo, através do teorema “no free lunch” (Wolpert e Macready,
1997), de que ndo existem modelos genéricos de aprendizado de maquina
que, em média, apresentem melhor desempenho que qualquer outro modelo
para uma classe de problemas quaisquer.

Uma condicdo necessaria e suficiente para um comité de maquinas ser mais
preciso que qualquer um de seus membros (classificador individual) é que cada um
possua uma taxa de erro melhor que uma previséo randémica, e que cada membro tenha
erros diferentes para novos dados (Hansen e Salamon, 1990). Na Figura 3 é apresentada
a estrutura de um comité de maquinas.
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Conjunto original
de treinamento

Subconjuntos de | t || t I | t |
treinamento 1 2 il

Hipoteses
(Classificadores)

Hipodtese Final
(Classificador Final)

Figura 3 - Estrutura Geral de um Comité de Maquinas

Comités de maquinas, tal como boosting e bagging, constroem multiplos
classificadores através da amostragem do conjunto de treinamento (espaco de entrada):
boosting trabalha inserindo pesos nas amostras e bagging reamostrando subconjuntos
das instancias de treinamento.

A melhoria no desempenho que aparece ao utilizar comités de maquinas,
geralmente é o resultado da reducdo da varidncia. A varidncia mede o quanto as
suposicBes do algoritmo de aprendizado variam para diferentes conjuntos de
treinamento. Portanto esta associada com superajuste, isto €, modelos (classificadores)
mais eficientes sdo ajustados a diferentes conjuntos de dados obtidos de diferentes
distribuicbes do problema (Kuncheva, 2004). Boosting e Bagging séo capazes de
reduzir a variancia, logo sdo imunes ao problema de superajuste.

5. TRABALHOS CORRELATOS
5.1. SMOTE (Synthetic Minority Over-sampling Technique)

Desenvolvido por Chawla et al. (Chawla et al., 2002), o0 método denominado
SMOTE efetua superamostragem da classe positiva, criando novas instancias
“sintéticas”, ao invés da selecdo de amostras. Sendo mais especifico, tem-se que
|S|:‘S +|S|, Onde S representa um dado conjunto de treinamento com m
instancias, ou seja, (|S| =m). S, e S, representam os conjuntos das classes positivas
e negativas, respectivamente. Para o subconjunto S, considere os K-vizinhos mais
proximos para cada instancia x, €S, para um dado valor de K. Os K-vizinhos mais

proximos sao definidos como os K elementos de S, cuja distancia euclidiana entre si e

pos

a instancia X, possui o menor valor. Para criar uma nova instancia “sintética”,
randomicamente selecione um dos K-vizinhos mais proximos, subtraia a instancia x; de

seu vizinho mais proximo, multiplique esta diferenga por um nimero randémico entre 0
e 1 e, adicione-a ao valor da instancia (X;).
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5.2.  Veropoulos

Em classes desbalanceadas, o hiperplano de separacdo esta mais proximo da
classe positiva. Isto faz com que os algoritmos de classificacdo ndo tenham um bom
desempenho neste tipo de problema. Veropoulos (Veropoulos et al., 1999) propds
diferentes penalidades para as diferentes classes, fazendo com que 0s erros nas
instancias positivas sejam mais penalizados que os das instancias negativas. Esta
alteracdo altera o comportamento do algoritmo de tal forma que o hiperplano se afaste
mais da classe positiva. Especificamente, Veropoulos sugeriu alterar a forma primal de
Lagrange do problema (8) para:

Lo =1 +C > < 3 SXAlun )1 ] Tus o

{ily;=+1} jlyj=+1

onde 4, >0 e g >0. A forma dual é a mesma da equagdo (9), mas com a restrigdo de
A, alterada para:

0<A4<C" se yy=41 e 0<4<C se y=-1 (11)

5.3. SDC (SMOTE with Differents Costs)

O algoritmo SDC foi proposto por Akbani et at. (2004). A ideia principal de seu
funcionamento € unir a técnica SMOTE, apresentada na secdo 5.1 com custos diferentes
para a classe negativa e positiva 5.2. Para isto, utiliza as seguintes estratégias:

o ndo efetuar subamostragem da classe negativa, pois isto leva a perda de
informacodes;

o utilizar custos diferenciados para erros de classificacdo de classes diferentes
para afastar o hiperplano de separagédo da classe positiva;

o utilizar SMOTE para tornar as instancias positivas distribuidas de uma forma
mais densa, para que o hiperplano seja melhor definido.

Segundo Akbani et at. (2004), em bases de dados desbalanceadas, as instancias
positivas ficam mais afastadas do hiperplano de separacdo em relacdo as instancias
negativas. 1sso gera um hiperplano de separagdo mais proximo as classes positivas.
Também é mostrado que, apesar do uso de subamostragem na classe negativa melhorar
o desempenho do classificador de Maquina de Vetores de Suporte, existe uma inerente
perda de informacOes importantes neste processo. Essa melhoria é justificada pelo
aumento da distancia dos vetores de suporte e o hiperplano de separacdo, pois 0 numero
de instancias de treinamento € reduzido. E a perda de informacdo € justificada atraves
do aumento do angulo entre o hiperplano ideal e o hiperplano aprendido.
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5.4. AdaCl, AdaC2e AdaC3

Sun, Kamel, Wong, e Wang (2007) utilizaram o algoritmo AdaBoost e inseriram
um fator de custo em sua funcdo de distribuicdo, que faz a atualizacdo dos pesos
associados a cada instancia utilizada no treinamento do algoritmo. Este fator de custo
foi inserido de trés formas - dentro da exponencial, fora da exponencial e em ambos:
fora e dentro da exponencial - gerando trés algoritmos denominados AdaC1, AdaC2 e
AdaC3. Com estas alteracdes, a funcdo de distribuicao sera, respectivamente:

Dt+1 (I) — Dt (I) exp(_ftciht (Xi)yi) (12)
Dt+1 (l) — Ci Dt (I) expé_ﬂtht (Xi)yi) (013)
Dt+1(i) — Ci Dt(l)exp(gﬁtc|hl(x|)y|) (014)

5.5. EasyEnsemble

Como o uso de subamostragem da classe negativa pode gerar perda de
informacdes, Liu, Wu, e Zhou (2009) desenvolveram o método denominado
EasyEnsemble (Figura 4), que é um sistema baseado em um comité de maquinas que
cria varios subconjuntos independentes da classe negativa e desenvolve multiplos
classificadores com a combinacédo destes subconjuntos com a classe positiva.

Entrada:
conjunto dos exemplos da classe minoritaria P:
conjunto dos exemplos da classe majoritaria N:
o ntimero de subconjuntos T a serem amostrados de N:
0 namero de iteragdes sj para treinar o comité de maquinas (AdaBoost) H;;

Saida:
0 comité de maquinas
T si T
H(x) = sgn(}_ Y aijhij(x) = Y- ©5):
i=1 j=1 i=1
iI=0;
repita
i=i+l;

Randomicamente selecione um subconjunto N de N. de forma que |Nj| = |P|:
Obtenha H; utilizando P e N;. H; é o comité de méquinas Adaboost com s;
classificadores hjj e os correspondentes pesos ;. ©; representa o limiar do
comité de maquinas

Si
Hi(x) = Sgl!(z "'i.jhi.j(x) -0
=1

até i =T;

Figura 4 - Algoritmo EasyEnsemble
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5.6. Boundary Elimination and Domination (BED)

A ideia principal do algoritmo BED (Castro et al., 2009) é melhorar a representatividade
da classe positiva através do pré-processamento dos dados no espaco de entrada. Este
pré-processamento é feito através da subamostragem das instancias negativas
consideradas ruidosas e da superamostragem da classe positiva. Estes processos sdo
guiados por uma “pontuagdo de credibilidade” dada a cada amostra do conjunto de
treinamento. Esta pontuacdo é calculada atraves dos k-vizinhos mais proximos de cada
amostra, atraves da equagao

c nC
)= e e

Onde:

cs(x’) - i-ésima instancia de treinamento da classe C;
nC - quantidade de instancias da classe C presente nos k-vizinhos mais proximos;

nC" - quantidade de instancias que pertencem a classe positiva que estdo presentes nos
k-vizinhos mais proximos;

nC~ - quantidade de instancias que pertencem a classe negativa que estdo presentes
nos k-vizinhos mais proximos.

Se uma instancia pertencente a classe negativa tiver uma “pontuagdo de
credibilidade” menor que max_tol (valor a ser fornecido, como pardmetro), ele é

eliminado do conjunto de treinamento. Se a instancia pertencer a classe positiva, e sua
pontuacdo for maior ou igual que min_tol (valor a ser fornecido, como parametro), um

novo elemento é criado, segundo os critérios:

o para cada atributo continuo m, seu novo valor é calculado baseando na
média dos nC" vizinhos mais proximos e a amostra x;";

o para os atributos nominais, sera assumido o valor que tiver a maior
frequéncia nos nC™ vizinhos mais proximos e a amostra x;";

6. METODOLOGIA

Para facilitar o entendimento, todos os testes de classificacdo foram feitos
utilizando problemas binarios (com duas classes). Pois o problema de classificagdo pode
ser restrito a analise de um problema binario sem perda de generalidade (Gunn, 1998).

As métricas utilizadas serdo G-Mean, F-Measure e AUC (apresentadas com mais
detalhe, logo adiante). As bases de dados utilizadas no experimento foram extraidas do
Repositorio UCI (Frank e Asuncion, 2010). Séo 6 bases de dados com diferentes niveis
de desbalanceamento (Tabela 1). Nesta tabela também contéem os valores dos
parametros utilizados no uso dos algoritmos SMOTE e EasyEnsemble. Para cada base
de dado, foram feitas 7 repeti¢bes de validacdo cruzada estratificada com fator 7. Logo
em seguida foram calculadas as médias de G-Mean, F-Measure e AUC. Foi utilizado o
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classificador Maquina de Vetores de Suporte, implementado na ferramenta LibSVM
(Chang e Lin, 2001), com o kernel RBF e Polinomial para todas as bases de dados.

Tabela 1 - Bases de Dados utilizadas no experimento. Para aquelas com mais de duas
classes, os valores das classes entre parénteses indicam a classe positiva escolhida. As
outras foram unidas e transformadas em classes negativas.

Base de Dado Quant. + Quant. - % superamostragem _
Abalone (19) 32 4145 1000

5
Breast 47 151 200

0
Car (3) 69 1659 1000

0
Diabetes 268 500 100

0
Heart 55 212 300

0
Yeast (5) 51 1433 1000

0

Para avaliar o desempenho, as métricas tradicionais tais como taxa de acerto
global ou taxa de erro ndo sdo suficientes, pois ndo fornecem informacdes adequadas
nos casos de aprendizado de classes desbalanceadas. Por exemplo, na secéo 3, a classe
positiva € representada por aproximadamente 2,3% dos dados de treinamentos. Uma
estratégia simples de classificacdo pode classificar todas as classes do conjunto de
treinamento, como sendo pertencente a classe negativa. Com isto, terd uma taxa de
acerto de 97,5%. Portanto sdo necessarias outras formas de métricas para avaliagdo, tais
como F-measure (Lewis e Gale, 1994), G-mean (Kubat et al., 1998) e area abaixo da
curva ROC (do inglés Area Under the ROC Curve (AUC)) (Bradley, 1997).

Para formular critérios de desempenho dos sistemas de reconhecimento de
padrdes, estatisticos trabalnam com a matriz de confusdo, apresentada na Tabela 2,
cujos campos mostram o comportamento de um dado sistema (Kubat e Matwin, 1997).

Tabela 2 - Matriz de confusdo: as colunas representam as classes
preditas pelo classificador; as linhas representam as verdadeiras classes.

Classe predita positiva Classe predita negativa

Classe positiva | VP (Verdadeiro Positivo) | FN (Falso Negativo)

Classe negativa | FP (Falso Positivo) VN (Verdadeiro Negativo)
: . VP
o Taxa de Verdadeiro Positivo: VR, , = Recall = ————
VP + FN
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o Taxa de Verdadeiro Negativo: VN,,, __ VN
VN +FP

Taxa de Falso Positivo: FP_, = i
VN + FP

O

o Valor Predito Positivo: PP, = Preciséo L
VP + FP

(1+ %) - Recall - Precisio
/3% - Recall - Preciso

o F —measure =

onde S corresponde a importancia relativa de precisao vs. recall e é usualmente

escolhido com o valor 1. O principal objetivo dos algoritmos de aprendizado é
aprimorar o recall sem sacrificar a precisdo (Chawla, Lazarevic, Hall, e Bowyer, 2003).
Conforme mostrado, F-measure engloba tanto a precisdo quanto o recall. Isso permite
medir a “aceita¢do” do algoritmo de aprendizado para a classe minoritéria.

Quando o desempenho de ambas as classes é importante, tanto a Taxa de
Verdadeiro Positivo VP,,, quanto a Taxa de Verdadeiro Negativo VN,,, séo esperados

taxa
ter um alto valor. Kubat (Kubat et al, 1998) sugeriu a métrica:
G-mean=,/VP,_ . -VN Esta medida possui a propriedade diferenciada de ser

taxa taxa
independente da distribuicdo dos exemplos entre as classes. Portanto, € robusta nas
circunstancias onde a distribuicdo pode alterar com o tempo (ou ser diferentes nos
conjuntos de treinamento e teste). Outra propriedade importante € que uma mudanca no

valor de VP, (ou VN,,.) tem diferentes efeitos em G-mean, dependendo do valor de

taxa
VP, : quanto menor o valor de VP,,, , maior a alteracdo de G-mean. Isto significa que

classificar incorretamente uma classe positiva faz com que o “custo” seja mais elevado
(Kubat et al., 1998).

A é&rea abaixo da curva ROC fornece uma medida do desempenho do
classificador para avaliar qual é melhor, na média. Para obter a area abaixo da curva

ROC, é necessério obter a curva ROC. Ela é obtida usando os pares (FP_,,, VP,.) A
figura 4.2 ilustra uma curva ROC. A parte sombreada representa a area abaixo da curva

ROC. Os algoritmos para criar a curva e calcular area abaixo da curva podem ser
encontrados em Fawecett, 2004.

taxa

axa !
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Taxa de Verdadeiro Positivo

0 0,1 0,4 0,7 1
Taxa de Falso Positivo

Figura 5 - Representacdo ROC.
Fonte: (X.-Y. Liu, Wu, e Zhou, 2009).

7. O ALGORITMO SMOTE_EASY

Conforme mostrado na secdo 5, existem diferentes formas para lidar com o
tratamento de bases de dados, onde existe um desbalanceamento entre as classes. O
algoritmo SMOTE_Easy é a unido do algoritmo SMOTE com o EasyEnsemble. Quanto
foi feita esta juncdo, houve necessidade de efetuar uma mudanga no algoritmo
EasyEnsemble, pois em dois casos (bases de dados “Heart” e “Diabetes”), apds a
aplicacdo do SMOTE, a classe positiva ficou com mais instancias que a classe negativa.
Portanto, o trecho do algoritmo que seleciona um subconjunto da classe negativa,
baseado no tamanho da classe positiva, foi alterado para que selecionasse um
subconjunto da maior classe em relacdo a menor.

Desta criagdo, surgiram melhores resultados de classificagéo, tanto em relagéo
ao SMOTE quanto ao EasyEnsemble, conforme mostrado na seguinte secéo.

8. RESULTADOS

Nas tabelas que seguem é feita uma comparacéo utilizando as métricas G-Mean,
F-Measure e AUC nos algoritmos Maquinas de Vetores de Suporte, SMOTE,
EasyEnsemble, BED e SMOTE_Easy. O algoritmo SMOTE_Easy obteve grande parte
dos melhores resultados em todas as bases de dados. O valor da AUC do algoritmo BED

nao foi mostrado na
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Tabela 5, pois ndo constava no artigo do autor (Castro et al., 2009).

Tabela 3 - Comparacdo dos valores do G-Mean das bases de dados avaliadas. Os
valores presentes na coluna referente ao algoritmo BED foram obtidos do artigo do
autor (Castro et al., 2009). Maquinas de Vetores de Suporte foi abreviada como MVS.

G-Mean

MVS

Abalone (19) 0,0

Breast
Car (3)
Diabetes
Heart

Yeast (5)

0,619 + 0,028
0,932+ 0,015
0,685 + 0,009
0,640 + 0,031

0,478 +£ 0,028

SMOTE

0,703+ 0,011
0,858 + 0,013
0,933+0,014
0,767 + 0,004
0,899 + 0,007

0,957 + 0,002

EasyEnsemble
0,646 + 0,028
0,745 + 0,032
0,969 + 0,002
0,745 + 0,009
0,724 £ 0,012

0,826 + 0,018

SMOTE_Easy BED

0,927 + 0,003
0,876 = 0,013
0,997 +0

0,771 = 0,005
0,918 + 0,012

0,957 + 0,004

0,66 + 0,12
0,71+ 0,04
0,95 +0,02
0,75+ 0,06
0,76 £ 0,02

0,68 + 0,04

Tabela 4 - Comparacao dos valores do F-Measure das bases de dados avaliadas. Os
valores presentes na coluna referente ao algoritmo BED foram obtidos do artigo do
autor (Castro et al., 2009). Maquinas de Vetores de Suporte foi abreviada como MVS.

F-Measure

MVS

Abalone (19) 0,0

Breast
Car (3)
Diabetes
Heart

Yeast (5)

0,465 + 0,028
0,895+ 0,016
0,608 + 0,011
0,469 + 0,036

0,276 + 0,029

SMOTE

0,0

0,867 + 0,012
0,892 + 0,022
0,783 = 0,004
0,914 + 0,007

0,930 + 0,003

EasyEnsemble
0,043 + 0,003
0,474 + 0,033
0,585 + 0,018
0,672 +0,011
0,524 £ 0,014

0,247 + 0,008

SMOTE_Easy BED

0,581 + 0,006
0,884 + 0,011
0,995 + 0,001
0,780 = 0,005
0,915 + 0,008

0,913 + 0,006

0,33+0,01
0,55 + 0,05
0,97 +£0,01
0,68 + 0,04
0,56 0,05

0,38 £0,07
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Tabela 5 - Comparacdo dos valores do AUC das bases de dados avaliadas.

AUC MVS SMOTE EasyEnsemble SMOTE_Easy
Abalone (19) | 0,707 £ 0,041 0,969+ 0,001 0,823+0,020 0,972 + 0,001
Breast 0,745+0,018 0,975+0,013 0,728+0,032 0,950 + 0,008
Car (3) 0,998 £ 0,001 0,998 + 0,0 0,994 £0,002 1,0+0,0
Diabetes 0,825+0,005 0,847 +0,003 0,820+0,007 0,849 £ 0,003
Heart 0,784 +£0,019 0,994 +0,006 0,812+0,014 0,977 +0,009
Yeast (5) 0,846 + 0,007 0,988 +£0,001 0,908 +0,009 0,988 + 0,001

9. CONCLUSAO

Este artigo mostrou que a classificacdo em bases de dados desbalanceadas é
muito comum, e que se a ferramenta para executar esta tarefa ndo for bem elaborada,
podera ndo conseguir bons resultados ou conseguira falsos resultados, através da
classificacdo de todos os dados como pertencentes somente a uma classe, conforme
visto no exemplo de analise de imagens de mamografia. Em vista disso, foi criado um
algoritmo SMOTE_Easy que apresenta caracteristicas das propostas ja existentes, mas
com melhorias. Analisando os resultados obtidos na secdo anterior, percebe-se a
superioridade do SMOTE_Easy.
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